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Abstract

Multi-objective optimization problems have several types of objective function. As

there is often a tradeoff relationship between objective functions, it is usually impossi-

ble to find a single optimal solution. In this case, one of the goals of multi-objective

optimization problems is to obtain Pareto optimal solutions, which are solutions with

objective values that cannot be simultaneously improved without degradation of at least

one other value. There have been many recent studies involving the adaptation of Ge-

netic Algorithms (GAs) to multi-objective optimization, as the GA search is performed by

multiple individuals and is capable of obtaining Pareto solutions in a single search. GAs

for multi-objective optimization are called Multi-objective Genetic Algorithms (MOGAs).

Many MOGAs have been developed to derive Pareto optimal solutions. In multi-objective

optimization, it is desirable to obtain solutions of high quality with regard to accuracy,

uniformity, and broadness. While many MOGAs have mechanisms to improve accuracy

and uniformity of the solutions, there are few MOGAs capable of improving the broadness

of the solutions. Broadness of the solutions is decided by the optimal solutions of each ob-

jective, and is important for understanding the tradeoff relationships among the objectives.

This thesis presents a novel optimization method called Dual Procedures Multi-Objective

Genetic Algorithm (DPMOGA), which can derive broader solutions compared to conven-

tional MOGAs without deterioration of accuracy. The DPMOGA consists of two search

phases, because it is difficult to improve accuracy and broadness of the solutions simul-

taneously. The proposed algorithm has two phases. The reference point is utilized in the

first phase to improve accuracy of the search, and the SOGA search is adopted in the sec-

ond phase to improve broadness of the solutions. Numerical experiments were performed

using test problems to verify the effectiveness of DPMOGA. The results indicated that

higher-accuracy and broader solutions could be obtained by DPMOGA than conventional

methods.
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1 序論

最適化とは，ある制約条件のもとで目的とするものを最小化（最大化）することである．一般には，

1つの目的（評価基準）に対する最適化を行う．しかしながら，世の中には複数の評価基準を同時に

考慮すべき問題が数多く存在する．このような，複数の評価基準を同時に考慮しながら最適化を行う

問題を多目的最適化問題という．多目的最適化問題における複数の評価基準は互いに競合することが

多く，そのような場合にはただ 1つの最適解は存在しない．そのため，多目的最適化では，「パレート

最適解」という概念を用いて探索を行う．パレート最適解とは，「ある目的関数の値を改善するため

には，少なくとも他の 1つの目的関数の値を改悪せざるを得ないような解」と定義されている．一般

にパレート最適解は複数存在することが多く，目的関数間に存在するトレードオフの関係を知る上で

も，パレート最適解を数多く求めることが重要となる．

多目的最適化では，多点探索によってパレート解集合を一度の探索で得ることができる遺伝的アル

ゴリズム（GA：Genetic Algorithm）を用いることが多い1–6）．GAを多目的最適化に適用したもの

を多目的遺伝的アルゴリズム（多目的GA）と呼ぶ．多目的GAの多くの手法は，解集合の精度と均

一性を向上させるためのメカニズムを有するが，解集合の幅広さを向上させるメカニズムが組み込ま

れているものは少ない．そのため，多目的GA手法と単一目的GA手法を同時に用いる分散協力型ス

キームが奥田らによって提案された7）．しかし，探索の序盤から解集合の幅広さを向上させることに

よって，精度の低下がこれまでの実験においてみられた．このように，解集合の精度と幅広さを同時

に向上させることは困難である．

本研究では探索のプロセスを 2段階に分割することによって，精度と幅広さを個別に向上させる多

目的最適化手法DPMOGA（Dual Procedures Multi-Objective Genetic Algorithm）を提案する．探

索の 1段階目は解集合の精度を向上させるための探索とし，2段階目を幅広さを向上させるための探

索とする．本論文では，DPMOGAの有効性について検証し，一般的な多目的GA手法より精度およ

び幅広さ共に向上する結果を得られた．

本論文の構成を以下に示す．まず，第 2章では多目的最適化および多目的遺伝的アルゴリズムの説

明を行う．そして，第 3章で提案するDPMOGAのアルゴリズムについて述べる．第 4章でその有効

性をテスト関数を用いた数値実験により検証する．最後に第 5章で結論を述べる．
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2 多目的最適化

2.1 多目的最適化問題

複数の目的を同時に最適化する問題を多目的最適化問題という．多目的最適化問題は一般的に，n

個の設計変数を扱う k個の目的関数 �f(�x)を，m個の制約条件 �g(�x)のもとで最小化（最大化）する問

題として式式 (2.1)のように定式化される8）．

{
min(max) fi(x1, x2, . . . , xn) (i = 1, 2, . . . , k)

subject to gj(x1, x2, . . . , xn) ≤ 0 (j = 1, 2, . . . , m)
(2.1)

多目的最適化問題では，一般に複数の目的関数同士が互いに競合する場合が多いため，全ての目的

関数 fi(�x)を同時に最適化することはできない．そこで，多目的最適化問題では，ただ 1つの最適解

を求めるかわりに，パレート最適解の集合を求める．

2.2 パレート最適解

パレート最適解は，多目的最適化問題における解の優越関係により定義される9）．多目的最適化に

おける解の優越関係の定義を以下に示す．ただし，全ての目的関数の最適化は最小化であると仮定

する．

定義（優越関係）：x1,x2 ∈ �(x= (x1, x2, . . . , xn))とする．

(a) fi(x1) ≤ fi(x2)(∀i = 1, 2, . . . , k)の時，x1は x2を優越するという．

(b) fi(x1)＜ fi(x2)(∀i = 1, 2, . . . , k)の時，x1は x2を強い意味で優越するという．

もし，x1が x2を優越しているならば，x1の方が x2よりも良い解である．そのため，多目的最適

化では，他のどの解にも優越されないような解の探索を行う．次に，この優越関係に基づくパレート

最適解の定義について以下に示す．

定義（パレート解）：x0∈ �(x= (x1, x2, . . . , xn))とする．

(a) x0を強い意味で優越するx∈ �が存在しないとき，x0を弱パレート最適解（Weak Pareto-optimal

solution）という．

(b) x0を優越するx∈ �が存在しないとき，x0をパレート最適解（Pareto-optimal solution）という．

Fig. 2.1に目的が 2つ（k = 2）の場合におけるパレート最適解の例を示す．図中の黒丸はパレー

ト最適解を，白丸は弱パレート最適解を示している．また，Feasible Regionとは実行可能領域を示

し，解が存在し得る領域を示している．一般に，図中に実線で示されるパレート最適解集合が形成す

る面のことを，パレート最適フロントと呼ぶ．また，探索途中で得られた，他のどの解と比較しても

劣らない解を非劣解と呼ぶ．

多目的最適化では Fig. 2.2に示すように精度，幅広さ，均一性といった性質において優れているパ

レート解集合を求めることが探索目標となる．精度とは，Fig. 2.2(a)に示すように得られたパレート
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Feasible region

Weak pareto-optimal solutions

Pareto-optimal solutions

f (x)2

f (x)1

Fig. 2.1 パレート最適解

解集合が目的関数空間において，パレート最適フロントにどれだけ近いかを表す指標である．パレー

ト最適フロントに近いパレート解集合ほど精度が高く，パレート解集合において重要な性質となる．

次に，幅広さとは，Fig. 2.2(b)に示すように得られたパレート解集合が目的関数空間で集中するこ

となく，どれだけ幅広くパレートフロントを覆っているかを表す指標である．最後に，均一性とは，

Fig. 2.2(c)に示すように得られたパレート解集合が目的関数空間でどれだけ均一に分布しているかを

表す指標である．多目的最適化手法により得られたパレート解集合の中で，どの解が最も好まれるの

かは意思決定者の選択に委ねられる．意思決定者に数多くの選択肢を与えるため，様々なパレート解

を意思決定者に提示することが望まれる．従って，幅広く均一に分布しており，精度の高いパレート

解集合を導出することが重要となる．

f (x)2 f (x)2 f (x)2

f (x)2 f (x)2
f (x)2

f (x)1 f (x)1 f (x)1

f (x)1 f (x)1 f (x)1

Fig. 2.2 多目的最適化の目標
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2.3 多目的遺伝的アルゴリズム

多目的最適化の分野では，様々な進化的アルゴリズムが適用されているが，特に遺伝的アルゴリズ

ム（Genetic Algorithm: GA）を多目的最適化に適用した多目的遺伝的アルゴリズム（多目的 GA）

は最も多く研究されている6）．多目的GAは多点探索であることから，一度の探索でパレート解集合

を求めることができる．Fig. 2.3に多目的GAの探索の様子を示す．

Initial Population

100th Generation

250th Generation

f (x)2

f (x)1

Fig. 2.3 多目的GAの探索

GAを多目的最適化問題に適用する場合，非劣解集合を適切に評価し，次世代に残していくことが

重要となる．多目的最適化では，単一目的最適化において「1つの最適解」を求める場合とは異なり，

パレート最適解が全て解候補となるため，単純に単一目的における適合度の割り当てをそのまま適用

させることはできない．そこで，多目的GAの適合度の割り当て方法には以下の 2つが挙げられる．

（1）解の優越関係を用いずに適合度を割り当てる（非パレート的アプローチ）

（2）解の優越関係に基づいて適合度を割り当てる（パレート的アプローチ）

近年提案された多目的GA手法の多くは，解の優越関係に基づいて適合度値を割り当てる，パレー

ト的アプローチに分類される．その中でも，Debらの NSGA-II4）と Zitzlerらの SPEA25）は，適合

度値の高い個体の保存，多様性に優れた個体の選択など，多目的GAにおける重要なメカニズムが組

み込まれており，優れた探索性能を有していることが報告されている．

2.4 NSGA-II

NSGA-II(Elitist Non-Dominated Sorting Genetic Algorithm)は，Deb, Agrawalらによって 2000

年に提案された，NSGAの改良アルゴリズムである4）．NSGA-IIの主な特徴として，以下に示すも

のが挙げられる．

• 非優越ソート (Non-Dominated Sort)によるランキング方法 ．

• 混雑距離 (Crowding Distance) の導入．

• 混雑度トーナメント選択 (Crowded Tournament Selection) の導入．

以下，NSGA-II のアルゴリズムと上記に挙げた特徴について説明する.
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2.4.1 NSGA-IIのアルゴリズム

NSGA-IIでは, 保存する母集団（アーカイブ母集団）Ptと交叉・突然変異といった遺伝的操作を用

いた探索を行うための母集団Qtの 2つの独立した母集団を用いて解探索を進めていく. NSGA-IIで

は, 非劣個体を保存する母集団 Ptを親母集団として, 探索を行うための母集団Qtを子母集団として

用いることにより解探索を行っている. 具体的には, 個体数N とした場合，まず世代 tにおける親母

集団 Ptから探索を行うための子母集団Qtを選択する. そして，Qtに対して各遺伝的操作を行いQt

を更新する. 次に, Qtと親母集団 Ptを組み合わせたRt = Pt ∪ Qt を生成し, アーカイブ更新操作に

よって個体数 2N のRtから個体数N の Pt+1を新たに選択し探索を進めていく.

以下, NSGA-IIのアルゴリズムの流れを示す.

Step 1 t = 0とする．探索母集団Qtを初期化し，アーカイブ母集団 Ptを空にする．

Step 2 探索母集団Qtの評価を行う．

Step 3 アーカイブ集団と探索母集団を組み合わせてRt = Pt ∪ Qt を生成する．Rt に対して非優越

ソートを行い，全個体をフロント毎 (ランク毎) に分類する：Fi, i = 1, 2, ..., etc.

Step 4 新たなアーカイブ母集団 Pt+1 = φを生成．変数 i = 1とする．

|Pt+1| + |Fi| < N を満たすまで，Pt+1 = Pt+1 ∪ Fi と i = i + 1を実行．

Step 5 混雑度ソート (Crowding-sort) を実行し，Fiの中で最も多様性に優れた（混雑距離の大きい）

個体N − |Pt+1|個を Pt+1 に加える．

Step 6 終了条件を満たしていれば，終了する．

Step 7 Pt+1 を基に，混雑度トーナメント選択により新たな探索母集団Qt+1 を生成する．

Step 8 Qt+1に対して遺伝的操作（交叉，突然変異）を行う．t = t + 1をとし，Step 2に戻る．

このように NSGA-IIでは，アーカイブ母集団 Pt と探索母集団Qt を組み合わせた母集団Rt の上

位N 個体を選択し，次世代のアーカイブ母集団 Pt+1 としている．また，探索母集団Qt は，アーカ

イブ母集団 Pt から混雑度トーナメント選択を用いて選択されており，アーカイブ母集団 Pt のより優

れた個体に対して各遺伝的操作を用いることで探索が行われている．常に優良個体を保存するアーカ

イブ母集団 Pt と探索を行う探索母集団Qt を分けて保持することにより，それまでの探索で発見し

た優れた解が欠落するのを防いでいる．NSGA-II のアーカイブ母集団 Pt の更新の概念図を Fig. 2.4

に示す．

2.4.2 非優越ソートによるランキング方法

NSGA-IIでは非優越ソート (Non-Dominated Sort)と呼ばれる個体のランク付け（適合度割り当

て）方法を用いている．非優越ソートに基づくランキングの手続きを以下に示す．

Step 1 ランク r = 1とする．

Step 2 個体群 P の中から非劣個体を求め，これらの個体をランク r とする．
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P

t

F1

F2

F3

F4

Pt+1

Fig. 2.4 NSGA-IIのアーカイブ更新

Step 3 得られた非劣個体群を個体群 P から除き，r = r + 1とする．

Step 4 全ての個体がランク付けされるまで (個体群 P が空になるまで)，Step 2 および Step 3 を繰

り返す．

最小化問題における非優越ソートによる個体のランク付けの例を Fig. 2.5に示す．

1f (x)2

f (x)1

1
1

1 2

2

2

3

3

Fig. 2.5 非優越ソートによるランキング

2.4.3 混雑距離

混雑距離 (Crowding Distance) とは，ある個体 iの周りにある個体の密度を評価するための手法で

ある．混雑距離は，同一ランク同士 (同一フロント内) で用いられ，各目的関数軸において隣り合う

個体間の距離を足し合わせたものである．混雑距離の概念図を Fig. 2.6に示す．

以下に混雑度距離を計算するためのアルゴリズムを示す．

Step 1 フロント F に含まれる個体数を変数 l に代入する：l = |F |．また，このフロントに含まれ
る各個体 i に対して初期値設定を行う：di = 0．

Step 2 各目的関数 m = 1, 2, ...,M に対して，目的関数値が悪い順に個体をソートする：Im =

sort(fm, >).
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i

i-1

i+1

di2

di1

f (x)2

f (x)1

Fig. 2.6 混雑距離

Step 3 各目的関数m = 1, 2, ...,M に対して, まず境界個体 (目的mの最大値と最小値の個体)に対し

て最大距離，もしくは無限距離を与える： dIm
1

= dIm
l

=∞ ．なお，Im
j はm番目の目的におい

てソートした個体の j番目の個体を意味する．さらに境界個体以外の全ての個体 (j = 2, ..., l−1)

に対して以下の式に従った混雑度計算を行う．

dj =
M∑

m=1

f
Im
j+1

m − f
Im
j−1

m

fmax
m − fmin

m

j ∈ [2, l − 1] (2.2)

2.4.4 混雑度トーナメント選択

混雑度トーナメント選択 (Crowded Tournament Selection) は，各ランク r により形成されるフロ

ント Fr が一様に分布するように選択を行い，トーナメントサイズ 2 のトーナメント選択に基づいた

方法である．この選択方法では，全ての解 i に対して次の 2つの属性を持たせ，それらを選択基準と

して選択している．

• 母集団における非優越ランク (irank)

• 母集団内の局所的混雑距離 (idistance)

混雑度トーナメント選択では，i と j の 2 個体の優越関係として以下のいずれかの条件を満たす場

合に，“ i は j よりも優れている”と定義している．

• 個体 i のランクの方が個体 j のランクよりも優れている：(irank < jrank)．

• 個体 iと jはともに同じランクであり，iの混雑距離が jよりも優れている：(irank = jrank)and(idistance >

jdistance)

2.5 多目的遺伝的アルゴリズムにおける問題点

一般的な多目的GA手法では，非劣解集合の精度や均一性を向上させるようなメカニズムが組み込

まれている．2.4節で述べたNSGA-IIの場合，非優越ソートによって適切な適合度を非劣解に割り当

てることによって，得られるパレート解集合の精度を向上させている．また，混雑距離を用いたアー
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カイブ個体の選択によって，密集した個体を優先的に削減し，解集合の多様性を維持している．この

ように NSGA-IIでは，精度と均一性を高めるようなメカニズムが含まれており，良好な解探索を行

えることが知られている．同様に，SPEA25）など，その他の代表的な多目的 GA手法においても同

様なメカニズムが存在する．

しかし，多くの多目的GA手法では，幅広さを向上させるための明確なメカニズムが考慮されてい

ないことが多い．NSGA-IIにおいても，得られた解集合の幅広さを維持するためのメカニズムしか

持たない．解集合が十分な幅広さを持たない場合，意思決定者が最終的な解を選択する際に問題が生

じる．意思決定者にとって，その問題における解集合がどのように分布するかを把握することは重要

であり，パレートフロントの一部分のみに解集合を導出することは十分ではない．そこで，本論文で

は解集合の精度と幅広さに注目した，多目的GAのための探索手法を提案する．

ここで，パレート解集合の幅広さについて重要になるのは，パレート解集合に含まれる解のうち，

各目的における最適解である．各目的における最適解はパレートフロントの端に位置し，これらの解

を精度良く求めることによって，パレート解集合の幅広さを向上させることができる．そのため，多

目的GAの幅広さにおける性能を向上させるにあたり，各目的関数を最適化する単一目的GAの利用

が有効であると考えられる．

3 精度と幅広さの向上を考慮した2段階プロセス多目的GA

3.1 2段階プロセス多目的GAの設計指針

解集合の幅広さに注目した手法として，奥田らの分散協力型スキーム (DC-Scheme: Distributed

Cooperation scheme for Multi-Objective Optimization)7）が提案されている．DC-Schemeは多目的

GAと単一目的GAを組み合わせ，それらが協調して探索を行う枠組みであり，解集合の幅広さを向

上させることができるが，その一方で探索の精度が低下するという結果が得られている．DC-Scheme

の例のように，解集合の幅広さを向上させることによって探索の精度が低下するため，精度と幅広さ

を同時に向上させることは困難であるとされてきた．

そこで，本論文では探索のプロセスを精度の向上と幅広さの向上の 2つに分割し，この 2つのプロセ

スを適切に切り替えることにより，効率的な探索を実現する 2段階プロセス多目的GA（DPMOGA：

Dual Procedures Multi-Objective Genetic Algorithm）を提案する．DPMOGAにおいて，探索のプ

ロセスを 2段階に分割し，1段階目ではパレートフロントに到達することを，2段階目ではパレート

フロントに被覆することを目的とする．探索の概念図をFig. 3.1に示す．意思決定者（DM：Decision

Maker）10）によって設定された希求点と島モデル型GA（DGA：Distributed Genetic Algorithm）11）

を 1段階目の探索に適用することで，できる限り精度の高いパレートフロントに到達することを実現

する．また，改良したDC-Schemeを 2段階目の探索に用いることで，各目的における最適解を探索

しつつ，解集合の幅広さを向上させる．

探索の順序がこのように設定されているのは，探索の序盤から解集合の幅広さを向上させると，探

索の収束性が低下し，最終的な解集合の精度が劣ってしまうからである．そのため，提案手法では解

集合の精度をまず確保し，その後に幅広さの向上を目指す．DPMOGAのメインループ処理を以下に
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1st Phase: Convergence Search

Switch Search 
Phase

f (x)2

f (x)1

f (x)2

f (x)1

2st Phase: Broadening Search

Fig. 3.1 Concept of the Reference Point-based Search

示す．� �
Step 1 保存用アーカイブを初期化する．

Step 2 1段階目のパレートフロント到達を重視した探索を行う．

Step 3 探索が収束しているかを判定し，条件を満たせば Step 4へ．満たさなければ Step 2へ．

Step 4 2段階目のパレートフロント被覆を重視した探索を行う．

Step 5 終了条件を満たせば終了．そうでなければ Step 4に戻る．
� �
以降，探索戦略の各処理について述べる．

3.2 1段階目：精度の向上を重視した探索

1段階目のパレートフロント到達を重視した探索（Step 2）では，DMの選好情報を希求点として

利用する．この希求点は目的関数空間に設定され，実行可能領域内もしくは実行可能領域外のどちら

にも位置することができる．この探索の概念図を Fig. 3.2(a)に示す．Fig. 3.2(b)に示す一般的な多

目的GA手法では解の優越関係によって探索が進行するのに対し，DPMOGAでは優越関係と希求点

からの距離情報を用いて探索を進める．したがって，希求点により近い解を優先的に探索で用いるこ

とにより，高い収束性が期待できる．

しかし，希求点を用いることで高い収束性を有するが，解集合を希求点周辺の領域に収束させるこ

とで多様性が失われ，局所パレート解に陥る可能性が高い．そこで，多様性を維持するため，DGA

を多目的GAに適用する．DPMOGAにおける 1段階目のアルゴリズムを下記に示す．ここでは，母

集団サイズをN とし，DGAの各島サイズは kとする．� �
Step 2-1 ランダムにN 個体を初期化する．

Step 2-2 母集団を k個の子個体群に分割する．このとき各子個体群の個体数は N
k とする．

Step 2-3 各子個体群で探索を行う．

Step 2-4 全個体群から個体を収集し，全体のアーカイブを更新する．

Step 2-5 一定世代毎に最良解を各島間で移住する．

Step 2-6 終了条件を満たせば終了する．そうでなければ Step 2-3に戻る．
� �
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(a) Reference Point-based

f (x)2

f (x)1

Reference Point

(b) Rank-based

f (x)2

f (x)1

Fig. 3.2 Concept of the Reference Point-based Search

Step 2-3における各子個体群の世代交代モデルの概念図を Fig. 3.3に示し，アルゴリズムを以下に

示す．

Elite

Randon-based

Selection

Elite

sub-Elite

Fig. 3.3 Concept of the Generation Alternation Model

� �
Step 2-3-1 個体群に対して非優越ソートを実行し，昇順にソートする．Rank=1の個体が複数存

在する場合は，それらの個体に対して希求点からのユークリッド距離によって昇順に

ソートする．

Step 2-3-2 上位 1個体と，この個体を除いた個体群からランダムによって抽出した個体を交叉で

用いる親個体とする．

Step 2-3-3 交叉，突然変異を行う．

Step 2-3-4 生成した子個体と親個体を会わせた家族内で非優越ソートを実行し，昇順にソートす

る．Rank=1の個体が 2つ以上存在する場合は，それらの個体に対して希求点からの

ユークリッド距離によって昇順にソートする．

Step 2-3-5 家族内の上位 2個体を親個体と入れ替え，個体群に戻す．
� �

Step2-3-2において個体群内の評価値の最良個体とランダムにより選出した個体を交叉することで

収束性と多様性のバランスが取れた探索が期待できる．また，Step2-3-5において 1世代における個

体群の入れ替えを家族内に限定することにより個体群の急激な変化を防いでいる．このように，希求
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点と島モデルを併用することにより，解集合の多様性を維持しながらも非劣解の中で希求点に近い解

が優先的に選択されるため，希求点周辺に個体群を収束させることが可能である．

3.3 2段階目：幅広さの向上を重視した探索

2段階目のパレートフロント被覆を重視した探索（Step 4）には奥田らの提案した DC-Schemeを

改良して用いる．DC-Schemeにおいて，探索母集団は単一目的GAで探索するサブ母集団と多目的

GAで探索するサブ母集団に分割される．これ以降，単一目的GAおよび多目的GAで探索するサブ

母集団を，それぞれ SOGA個体群およびMOGA個体群と呼ぶ．

k目的最適化問題の場合，探索母集団は 1つのMOGA個体群と k個の SOGA個体群に分割され，

合計で k + 1個のサブ母集団が形成される．DC-Schemeの概念図を Fig. 3.4に示す．

f (x)2

f (x)1

SOGA
population

SOGA
population

MOGA
population

Fig. 3.4 Concept of the Distributed Cooperation Scheme

DC-Scheme において SOGA 個体群はそれぞれの目的における最良解を導出する役割を分担し，

MOGA個体群はそれらの最良解間のパレートフロントを被覆する役割を分担する．そこで，各目的

においての最良解を導出しながらパレートフロントを被覆するより，最良解を導出した後にパレート

フロントを被覆する方が少ない評価回数で同等のパレートフロントを導出できると考えられる．改良

を加えたDC-Schemeの概念図を Fig. 3.5に示す．

1st Phase: SOGA Search

Switch Search 
Phase

f (x)2

f (x)1

f (x)2

f (x)1

SOGA
population

SOGA
population

2st Phase: Covering Pareto Search

Fig. 3.5 Concept of the 2nd Search Procedures of DPMOGA

探索終盤にパレートフロントを被覆することで，より多くの探索コストを各目的の最良解の導出に

費やすことができ，かつより幅広いパレートフロントの導出が期待できる．アルゴリズムを下記に示
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す．ここでは，母集団サイズをN とし，M 目的最適化問題を想定する．� �
Step 4-1 母集団をM 個 SOGA個体群に分割する．このとき，SOGA個体群の個体数は N

M と

する．

Step 4-2 各個体群で各目的における最適解を探索する．

Step 4-3 全個体群から個体を収集し，全体のアーカイブを更新する．

Step 4-4 探索が停滞しているかを判定し，条件を満たせば Stpe 4-5 へ．満たさなければ Step

4-2へ．

Step 4-5 最良解間のパレートフロントを被覆するように探索する．

Step 4-5-1 母集団内非優越解集合に対して混雑度ソート (Crowding-sort)を実行し，交

叉のための第 1親 P1を混雑度に基づくルーレット選択によって選択する．

Step 4-5-2 交叉のための第 2親 P2を P1の k-nearest neighbors (k-NN)からランダム

に抽出する．

Step 4-5-3 交叉，突然変異を行う．

Step 4-6 全個体を収集し，全体のアーカイブを更新する．

Step 4-7 終了条件を満たせば終了し，そうでなければ Step 4-5に戻る．
� �

Step 4-5-1において交叉のための第 1の親を，個体群においてRnak=1の個体の中から，混雑距離

に比例する確率にしたがって選択する．これにより，目的関数空間において個体分布の密度が低い領

域に位置する個体ほど親として選択されやすくなるため，パレートフロントを均等に被覆する個体の

生成確率を高めることができると考えられる．また，Step 4-5-2において交叉のための第 2の親を，

上記の第 1親の k-nearest neighbors (k-NN)からランダムに選択する．ここで，個体 P の k-NNと

は，個体 P 自身を除く現個体群の中から個体 P との設計変数のユークリッド距離が k番目に近い個

体までを選び出した個体群のことという．このように近傍の個体同士で交叉を行うことにより，非線

形パレート解集合にも沿った子個体を生成できると考えられる．

3.4 探索の切り替え（Step 3，Step 4-4）

提案する探索戦略では，まず 3.2項で述べた精度を重視した探索を行い，その後に 3.3項で述べた

幅広さを重視した探索を行う．また，幅広さを重視した探索においては，各目的における最良解を導

出した後，パレートフロントを被覆するように探索を行う．

これらの探索において，どのようなタイミングで切り替えるかは重要と考えられる．単純な切り換

え方法として，あらかじめ定められた世代数に達した時点で探索を切り替えることが考えられるが，

そのような方法ではパラメータの設定が難しい．そこで，上記 2つの探索切り替えタイミングは共に，

探索が十分に収束した時であることが望ましい．ここでは，以下に示す 2通りの場合に探索が十分に

収束したと判断する．

• パレート最適フロントへの収束が停滞している．
• 新たに生成された非劣解がパレート最適フロントへの収束に貢献していない．
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したがって，本研究では探索の収束具合を表す 2つの指標を用いて探索を切り替える．1つ目の指

標には JaimesらのMRMOGA12）で用いられている指標を利用する．この指標では，探索中におけ

るアーカイブ内の非劣解がどの程度の割合で次世代の解によって優越されるかを世代ごとに計測し，

一定世代数におけるその平均値をとることで収束しているかを判断する．具体的には，世代 iにおけ

るアーカイブ内の非劣解を PFknown(i)とし，PFknown(i)に含まれる解のうち次世代の解によって優

越される割合を dominatediとする．世代毎に dominatediを求め，g世代にわたる平均値を算出し，

その値が次の式 (3.1)に示す条件を満たした場合に十分に収束したと考える．Fig. 3.6にこの指標の

概念図を示す．

g∑
i=1

dominatedi

g
≤ ε (3.1)

m
in

im
iz

e

minimize

Archived non-dominated solution

Newly derived solution

Narchived = 10

Ndominated = 5

dominatedi = 5/10 = 0.5

f (x)2

f (x)1

Fig. 3.6 Concept of MRMOGA Dominance Ratio

なお，Jaimesらは式 (3.1)における εについて，ε = 0.05としている．提案する探索戦略では 2目

的最適化問題の場合 ε = 0.05とし，3目的最適化問題では ε = 0.025とする．これは，目的数の増加

とともに解を優越することが困難となるためである．また，gの値については，3.3項における移住

間隔と同じ 25世代とする．この指標では，アーカイブ内の非劣解集合が一定の割合で次世代の解に

優越される場合，探索はパレート最適フロントに対して進行していると判断する．しかし，実際にど

のような解が新たに生成されているのかについては考慮されていない．そのため，2つ目の指標では

どのような解集合が生成されているのかを把握することを考える．

2つ目の指標では，アーカイブ内の新たに生成された非劣解が優越する非劣解の数の平均値を扱う．

つまり，新たに生成された 1つの非劣解が，どれだけの解を優越するかを表す．この指標を用いるこ

とにより，MRMOGAの指標では考慮されていない新たな非劣解の数を考慮することができる．例

えば，優越する解の数が平均で 1の場合，生成された非劣解はそれぞれアーカイブ内の非劣解を 1つ

優越すると考えられる．1つの解が多くの解を優越する場合，その解はパレート最適フロントへと探

索を収束させる上で効果的な解であるといえる．したがって，この指標は生成された解がどれだけ効

果的であるかを示す．平均的に優越する解の数が低い場合，探索は多様性の向上へと移行していると

考えられ，十分に収束していると判断できる．Fig. 3.7にこの指標の概念図を示す．

探索戦略では，g世代ごとに指標値の平均をとり，式 (3.2)に示す条件を満たした場合に十分に収

束したと考える．このとき，μiは i世代目における新たに生成された非劣解が優越するアーカイブ内

の非劣解の数の平均値である．また，1つ目の指標と同様に g = 25とする．
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m
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iz

e

minimize

f (x)2

f (x)1

Archived non-dominated solution

Newly derived solution

Nnew = 3

Ndominated = 5

i = 3/5 = 0.6

Fig. 3.7 Concept of the Effectiveness Indicator

g∑
i=1

μi

g
≤ α (3.2)

本研究では，2目的最適化問題の場合に α = 0.5とし，3目的最適化問題の場合に α = 0.25とした．

これらの値は予備実験を行い，良好な結果を示したものである．以上に述べた 2つの指標を用いて，

式 (3.1)と式 (3.2)のうちいずれかの条件が満たされた場合に探索戦略の 2段階の探索を切り替える．

4 数値実験

4.1 実験概要

提案手法である DPMOGAの有効性を検証するために数値実験を行い，一般的な多目的GA手法

および DC-Schemeを用いた手法と比較する．なお，比較する多目的GA手法は NSGA-II4）を用い，

DC-Schemeを用いた手法は西岡らが提案した手法13）を用いる．

対象問題は，2目的最小化問題の ZDTテストスイーツ14），DTLZ315），KUR16）と最大化問題の多

目的ナップサック問題3）である．

ZDTテストスイーツは，パレート最適フロントの形状がそれぞれ凸型，非凸型の ZDT1と ZDT2，

不連続パレート最適フロントを持つ ZDT3，多峰性関数の ZDT4，および設計変数空間にバイアスを

持つ ZDT6によって構成されている．DTLZ3は多峰性の問題であり，パレート最適フロントの形状

は凸型である．KURは 2目的の連続最適化問題であり，f1(x)において連続する 2変数間の相互作用

を持ち，f2(x)において多峰性を有する問題である．多目的ナップサック問題としてはKP500-2（i.e.,

2目的，500アイテム）とKP750-2を用いる．各テスト問題の定式をTable 4.1に示す．

KP500-2およびKP750-2における p(i,j)は，i番目のナップサックの評価値を計算する際の j番目

の荷物に付随する利益値を示す．同様に，w(i,j)は重み値を表している．また，Wiは i番目のナップ

サックにおける重み値の制約値（上限値）である．なお，多目的ナップサック問題における引き戻し

手法としてラマルク型修復17）を用い，削除するアイテムはランダムに決めるものとする．

4.2 評価手法

得られたパレート解集合の評価手法として，本研究では Inverted Generational Distance（IGD）18），

Spread19），HyperVolume20）を用いる．それぞれの評価手法について以下に述べる．

14



Table 4.1 テスト問題の定式

Problem Definition Variable

ZDT1 min f1(x) = x1 xi ∈ [0, 1]

min f2(x) = g · h i = 1, . . . , n n = 10

g = 1 + 9(
∑n

i=2 xi)/(n − 1)

h = 1 − √
f1/g

ZDT2 as ZDT1, except h = 1 − (f1/g)2 xi ∈ [0, 1] i = 1, . . . , n n = 10

ZDT3 as ZDT1, except h = 1 − √
f1/g − (f1/g)sin(10πf1) xi ∈ [0, 1] i = 1, . . . , n n = 10

ZDT4 as ZDT1, except g = 1 + 10(n − 1)+ x1 ∈ [0, 1] xi ∈ [−5, 5]

(
∑n

i=2(x
2
i − 10cos(4πxi)) i = 2, . . . , n n = 10

ZDT6 min f1(x) = 1 − exp(−4y1)sin6(6πy1) xi ∈ [0, 1]

min f2(x) = g · h i = 1, . . . , n n = 10

g = 1 + 9((
∑n

i=2 xi)/(n − 1))0.25

h = 1 − (f1/g)2

DTLZ3 min f1(x) = (1 + g)ΠM−1
i=1 cos(xiπ/2) xi ∈ [0, 1]

min fm=2:M−1(x) = (1 + g)
(
ΠM−m

i=1 cos(xiπ/2)
)

i = 1, . . . , n n = 10

sin(xM−m+1π/2)

min fM = (1 + g) sin(x1π/2)

g = 100
[
(n − M + 1) +

∑n
i=M

(
(xi − 0.5)2−

cos(20π(xi − 0.5))
)]

KUR min f1(x) =
∑N−1

i=1

(
−10 exp

(
−0.2

√
x2

i + x2
i+1

))
xi ∈ [−5, 5]

min f2(x) =
∑N

i=1

(
|xi|0.8 + 5 sin (xi)

3
)

i = 1, . . . , n n = 100

KP500-2 max fi(x) =
∑N

j=1 xj × p(i,j) gi(x) =
∑N

j=1 xj × w(i,j) ≤ Wi

KP750-2 1 ≤ i ≤ k

4.2.1 評価手法 1：Inverted Generational Distance（IGD）

IGDは得られたパレートフロントが，どの程度パレート最適フロントに類似しているかを表す．IGD

はパレート最適フロントの各解に対して，得られたパレートフロントの中で最も近い解までの距離の

平均によって得られる．この評価手法は解集合の精度と多様性を評価することができる．IGDの概

念図を Fig. 4.1に，計算式を式 (4.1)に示す．式 (4.1)において, N はパレート最適フロントに含まれ

る解の数である. また, diはパレート最適フロントに含まれる解 iとパレートフロントの中で 1番近

い解との目的関数空間におけるユークリッド距離である．

IGDを求めるためにはパレート最適フロントが既知である必要があるが，本実験に用いた KUR，

KP750-2についてはパレート最適フロントは未知である．したがって，あらかじめ多目的 GA手法

を実験よりも多くの評価回数探索することによって求められた擬似パレート最適フロントを評価に用

いる．
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Fig. 4.1 Concept of IGD

IGD =
1
N

N∑
i=1

di (4.1)

4.2.2 評価手法 2：Spread

Spreadはパレート解集合の幅広さを表し，得られた解集合の各目的に対する最大値と最小値を足

し合わせることによって得られる．この値が大きいほど幅広い解集合であると判断できる．Spreadの

概念図を Fig. 4.2に，計算式を式 (4.2)に示す．式 (4.2)において, M は目的関数の数である.
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f 2
m
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-f

2
m

in

Spread = (f1
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- f1
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) + (f2
max

-f2
min

)

Fig. 4.2 Concept of Spread

Spread =
M∑
i=1

[
maxfi(x) − minfi(x)

]
(4.2)

4.2.3 評価手法 3：HyperVolume

HyperVolumeはパレート解集合が支配している空間を表す手法であり，解集合の総合的な評価を

表す．HyperVolume値が大きいほどより多くの空間を支配しており，優れた解集合であることを意

味する．HyperVolumeの概念図を Fig. 4.3に，計算式を式 (4.3)に示す．式 (4.3)において, nPFはパ

レートフロントに含まれる解の数である．各個体 iについて参照点W を用いてHypercube viを生成

し，これらの和集合が HyperVolume値である．なお，各テスト問題に対して設定した参照点W を

Table 4.2に示す．

m
in

im
iz

e

minimize

f (x)2

f (x)1

Hypervolume

w

Fig. 4.3 Concept of HyperVolume

HyperVolume = volume(∪nPF
i=1 vi) (4.3)
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Table 4.2 Reference Point of HyperVolume

ZDT1,2,3,6 ZDT4 DTLZ3 KUR KP500-2 KP750-2

(1, 1) (1, 10) (20, 20) (−600, 100) (21000, 21000) (30000, 30000)

4.3 実験パラメータ

全ての手法において共通するGAパラメータをTable 4.3に示す．Table 4.3において，最大世代数

は ZDTテストスイーツとDTLZ3は 500とし，KURと多目的ナップサック問題は 1000とする．ま

た，DC-Schemeを用いる手法およびDPMOGAで利用するDGAのパラメータをTable 4.4に示し，

各テスト問題に対して設定した希求点を Table 4.5に示す．

Table 4.3 GA parameters

母集団サイズ 120

最大世代数 500，1000

交叉手法 2点交叉

交叉率 1.0

突然変異手法 ビット反転

突然変異率 1/染色体長

Table 4.4 DGA parameters

サブ母集団サイズ 10

エリート数 1

選択手法 トーナメント選択

トーナメントサイズ 4

移住トポロジ ランダムリング

移住率 0.5

移住間隔 5世代

Table 4.5 Reference Point

ZDT1,2,4,6 ZDT3 DTLZ3 KUR KP500-2 KP750-2

(0, 0) (0,−1) (0, 0) (−1000,−400) (21000, 21000) (30000, 30000)

4.4 実験結果

各手法によって 30試行で得られた，IGD，Spread，HyperVolumeの平均値と標準偏差をTable 4.6

～Table 4.8にそれぞれ示す．Table 4.6に示した IGDは，値が 0に近いほど得られた解集合がパレー

ト最適フロントに近いことを表す．Table 4.7とTable 4.8の SpreadとHyperVolumeについては，値

が大きいほど良い．また，Table 4.6～Table 4.8において太字で示す値は各手法において最も良い値

である．なお，Table 4.7において導出されたパレート解集合の Spread値が最大となるものも太字を

用いる．

Table 4.6に示した IGDの平均値から，提案手法のDPMOGAはDC-Schemeと NSGA-IIに比べ

て，すべてのテスト問題において同等もしくは優れた性能を示していることがわかる．テスト問題の

ZDT3と ZDT6の値が 0となっていることから，DPMOGAは不連続パレート最適フロントを持つ

問題や，設計変数空間にバイアスを持つ問題にも有効といえる．Table 4.6の結果から，提案手法の

DPMOGAは最もパレート最適フロントに近い解集合を得ることができるといえる．
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Table 4.6 Inverted Generational Distance

DPMOGA DC-Scheme NSGA-II

mean S.D. mean S.D. mean S.D.

ZDT1 0.00 0.00 0.00 0.00 0.00 0.00

ZDT2 0.00 0.00 0.00 0.00 0.00 0.00

ZDT3 0.00 0.00 0.00 0.00 0.00 0.00

ZDT4 0.49 0.22 1.61 0.87 1.90 0.92

ZDT6 0.00 0.00 0.00 0.00 0.00 0.00

DTLZ3 1.60 1.17 4.90 3.90 6.90 3.34

KUR 3.95 1.43 20.32 5.93 56.28 5.21

KP500-2 137.85 16.19 195.46 35.38 772.77 58.41

KP750-2 330.05 37.87 471.14 44.29 1528.95 76.10

Table 4.7 Spread

DPMOGA DC-Scheme NSGA-II

mean S.D. mean S.D. mean S.D.

ZDT1 2.00 0.00 2.00 0.00 2.00 0.00

ZDT2 2.00 0.00 2.00 0.00 2.00 0.00

ZDT3 2.43 0.00 2.43 0.00 2.43 0.00

ZDT4 2.39 0.14 2.93 0.35 3.03 0.30

ZDT6 1.64 0.00 1.64 0.00 1.64 0.00

DTLZ3 5.20 2.35 11.80 7.80 15.80 6.70

KUR 695.43 9.17 682.04 15.30 321.20 23.06

KP500-2 5.62E+03 190.36 4.97E+03 402.33 1.71E+03 224.62

KP750-2 8.55E+03 233.52 7.27E+03 344.26 2.16E+03 257.57
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Table 4.8 HyperVolume

DPMOGA DC-Scheme NSGA-II

mean S.D. mean S.D. mean S.D.

ZDT1 0.66 0.00 0.66 0.00 0.66 0.00

ZDT2 0.33 0.00 0.33 0.00 0.33 0.00

ZDT3 0.69 0.00 0.69 0.00 0.69 0.00

ZDT4 8.97 0.30 7.52 1.07 7.14 1.08

ZDT6 0.32 0.00 0.32 0.00 0.32 0.00

DTLZ3 393.69 4.40 361.76 51.94 342.82 44.46

KUR 1.30E+05 1.23E+03 1.18E+05 3.93E+03 0.90E+05 3.16E+03

KP500-2 8.95E+06 2.09E+05 8.54E+06 3.96E+05 5.50E+06 2.60E+05

KP750-2 1.09E+07 1.92E+05 1.03E+07 2.55E+05 0.64E+07 2.70E+05

Table 4.7に示した Spreadの平均値から，提案手法のDPMOGAはZDTテストスイーツやDTLZ3

といったパレート最適フロントが既知な問題においては幅広さが最大となるパレート解集合を導出し

ていることがわかる．また，KURや多目的ナップサックといったパレート最適フロントが未知な問題

においても最も幅広い解集合を導出していることがわかる．したがって，1段階目の探索によって解

集合を収束させた後に，2段階目の探索によって幅広さを向上させることが可能であるといえる．提

案手法のDPMOGAはDC-Schemeに比べてより幅広い解集合を導出できることから，2段階目の探

索において探索終盤にパレートフロントを被覆することで，より多くの探索コストを各目的の最良解

の導出に費やすことができ，かつより幅広いパレートフロントの導出が可能であるといえる．Table

4.7の結果から，提案手法のDPMOGAの方が幅広い解集合を導出していることを表している．

Table 4.8の HyperVolumeの値についても，提案手法のDPMOGAはすべてのテスト問題におい

て最も良好な性能を示していることがわかる．また，IGD，SpreadおよびHpyerVolumeすべての評

価指標における標準偏差についても，DPMOGAはすべてのテスト問題において最も小さい値を示し

ていることから，性能のばらつきが小さいことがわかる．これらの結果から，提案手法のDPMOGA

はDC-Schemeや一般的な多目的GA手法より高精度尚且つ幅広い解集合を導出できることがいえる．

次に，各手法によって 30試行で得られた，ZDT4，DTLZ3，KUR，KP750-2における 50%到達領

域を Fig. 4.4に示す．ここでの 50%到達領域とは，全試行の 50%の試行において解集合が到達した

領域である．なお，Fig. 4.4(d)の多目的ナップサック問題は最大化問題であり，それ以外の問題は最

小化問題である．

Fig. 4.4に示した探索結果から，提案手法の DPMOGAはDC-Schemeと NSGA-IIに比べて精度

および幅広さが優れた解集合を導出していることがわかる．解集合精度の向上に加え，幅広い解集合

を導出することにより，パレートフロントの形状についての情報をより多く得ることができる．これ

は特に，KURやKP750-2といったパレート最適フロントが未知な問題において重要である．

また，各手法における解集合の幅広さの遷移履歴および探索履歴について，KURの場合を例とし
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てFig. 4.5に示す．Fig. 4.5(a)は解集合の幅広さの遷移履歴，Fig. 4.5(b)～(d)は 200，400，1000世

代で導出したパレート解集合を示す．なお，DPMOGAとDC-Schemeにおける探索の切り替え世代

数はそれぞれ 200と 400である．Fig. 4.5(a)に示すように，DPMOGAとDC-Schemeといった探索

の切り替えを用いる手法では，1段目探索を 2段目探索に切り替えた直後に解集合の幅広さが著しく

向上したことが確認できた．また，DPMOGAはDC-Schemeより早いタイミングで探索の切り替え

を行うことで，より多くの探索コストを 2段目の各目的の最良解を導出するための探索に費やすこと

ができ，かつより幅広い解集合の導出を実現した．Fig. 4.5(b)～(d)に示した探索結果から，200世

代の際に提案手法のDPMOGAは最も精度の高い解集合を導出していることを確認できた．それは

DPMOGAにおける 1段目探索は希求点および島モデル型GAを用いることで，解探索力に優れたと

考えられる．1段目探索で高い精度のパレートフロントに到達した後，2段目探索を用い解集合の幅

広さできる限り向上することで，最終的に最も精度の高い尚且つ幅の広い解集合を導出できた．

5 結論

多目的最適化問題において，目的間のトレードオフ関係を正確に把握するためには，精度と幅広さ

に優れたパレート解集合を導出することが重要となるが，解集合の幅広さを向上させることによって

探索の精度が低下するため，精度と幅広さを同時に向上させることは困難である．そのため，本論文

では探索のプロセスを精度の向上と幅広さの向上の 2つに分割し，この 2つのプロセスを適切に切り
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替えるDPMOGAを提案し，検証を行った．

提案手法では，1段階目の探索を精度の高いパレートフロントに到達させるための探索とし，2段

階目を幅広いパレートフロントを生成させるための探索とする．このとき，意思決定者によって設定

される希求点と島モデル型GAを 1段階目の探索に適用することで，収束性と多様性のバランスを保

ち，精度の向上を実現する．また，改良したDC-Schemeを 2段階目の探索に用いることで，各目的

における最適解を探索しつつ，解集合の幅広さの向上を実現する．DC-Schemeの改良として，SOGA

個体群がそれぞれの目的における最良解を導出した後にパレートフロントを被覆する．探索終盤にパ

レートフロントを被覆することで，より多くの探索コストを各目的の最良解の導出に費やすことがで

き，かつより幅広いパレートフロントの導出が実現する．

本論文では，DPMOGAの有効性を検証するため，DC-Schemeを用いた手法と一般的な多目的GA

手法 NSGA-IIと比較を行った．その結果，パレート最適フロントが既知の問題においては幅広さが

最大となるパレート解集合を導出でき，かつ解集合の精度の向上が確認できた．また，パレート最適

フロントが未知の問題においても最も幅広い解集合を導出していることが確認できた．解集合精度の

向上に加え，幅広い解集合を導出することにより，パレートフロントの形状についての情報をより多

く得ることができる．これは特にパレート最適フロントが未知な問題において重要である．

これらの結果から，提案手法の DPMOGAは探索プロセスを精度の向上と幅広さの向上の 2つに

分割し効率的に探索を行うことで，より精度の高い尚且つ幅広い解集合を導出することができるとい

える．
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