
論文要旨

本論文では，離散的最適化問題に対して有効な分散遺
伝的アルゴリズム (分散GA)の新しい手法を提案する．
分散GAは，連続最適化問題において良好な性能を示す
ことがわかっている．しかしながら，離散的最適化問題
に関しては，単一母集団GAにおいては多くの研究がな
されているが，分散GAにおいては，その性能は明らか
になっていない．本論文では，代表的な離散的最適化問
題である巡回セールスマン問題を対象として，分散GA
の性能を検証する．その結果から通常の分散GAにおけ
る問題点を指摘し，問題点を解消する新しい手法を提案
する．提案手法，CMX (Centralized Multiple Crossover)
は，連続して複数回の交叉のみを行う点，移住を行わな
い分散GAを適用する点に特徴がある．CMXと分散GA
の性能を比較した結果，巡回セールスマン問題に対して
提案手法は高い性能を示した．
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This paper proposes a new method of genetic algorithms (GAs) for discrete optimization prob-
lems. For continuous optimization problems, it has been reported that distributed genetic algorithms
(DGAs) show the higher performance than conventional GAs. However, for discrete optimization
problems, the performance of DGAs has not been clear so far. In this paper, we propose a new ap-
proach in DGAs to discrete optimization problems. The proposed method is based on the multiple
crossovers applied to the population consists of offsprings from elite individuals in distributed sub-
populations (Centralized Multiple Crossover: CMX). We examine the performence of a conventional
GA, DGA and proposed method for a typical discrete optimization problem, the Traveling Salesman
Problem (TSP). The experiments showed that the proposed method provides better performance
than the conventional DGA.

1. 緒 　言

近年，対象問題の大規模複雑化に伴い，進化的戦略
を用いた手法が注目を集めている．その代表的なもの
に遺伝的アルゴリズム (Genetic Algorithms: GAs)が
ある．

GAは生物の遺伝と進化を模擬したアルゴリズムで
あり，ヒューリスティック法とランダム探索法を有効
に組み合わせた手法である [1]．現在，GAは確率的探
索，学習，最適化などに広く応用されている [2–4]．

GAの解探索能力を向上させる方法としてMimimal
Generation Gap(MGG)[5] などの世代交代モデルの
利用，Linkage の同定とその情報を利用した探索手
法 [6,7]，実数値GA[8]など様々な手法やアルゴリズム
が提案されている．その中の一つに，母集団を分割する
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島モデルの分散GA (Distributed Genetic Algorithms:
DGAs)がある．分散 GAでは，母集団を複数のサブ
母集団 (島)に分割し，各サブ母集団ごとに独立に遺伝
的操作を行い，一定期間ごとに異なるサブ母集団間で
個体情報を交換する移住と呼ばれる操作を行う [9]．本
来は並列モデルの一つとして提案されたが [10]，近年
ではその探索能力の高さにも注目されている [11–14]．
連続最適化問題において，分散GAは単一母集団GA
(Single Population GA: SPGA)と比較して性能が高
い [9,11,14]．一方，離散的最適化問題においては，単
一母集団GAを用いた研究は多いが [15–20]，分散GA
を用いた研究は少ない [12,13,21]．その理由として，離
散的最適化問題に対する分散GAの性能が良くないこ
とが考えられる．本研究では，離散的最適化問題にお
ける分散GAの性能を高める新手法を提案し，その性
能の検証および考察を行う．なお，本研究では，離散的
最適化問題の中から巡回セールスマン問題 (Traveling
Salesman Problem: TSP) を対象とした．巡回セール
スマン問題はプリント基板素子配置問題や VLSIの設
計，X線結晶構造解析のような問題に応用することが
可能であり，この問題を解くアルゴリズムによって多
くの類似のクラスの離散的最適化問題を解くことがで
きる [22]．
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Fig. 1 Performance of SPGA and DGA on eil51

2. TSPにおける分散GAの性能

TSPに対する分散 GAの性能を検証するため，分
散GAと単一母集団GAの性能比較を行う．ここでは，
交叉法に枝交換交叉 (EXX)[19]を用い，突然変異には
2-change法を用いて実験を行った．

TSPの交叉において，親個体の枝情報を子個体へ
継承すること，すなわち形質遺伝性を考慮したものに
EX[17]，サブツアー交換交叉 (SXX)[23]，および EXX
など提案されている．このうちSXX，EXXは両親の枝
を子個体に完全に継承することが保障されている，す
なわち形質遺伝性に優れた交叉方法である [20]．EXX
は SXXと比較して性能がよいと報告されている [24]．
以下，EXXを交叉法として利用するが，その他の

交叉法として枝組み立て交叉 (EAX)を採用した場合
も本論文の後半で検討する．各パラメータは，全母集
団サイズ 400, 交叉率 0.8, 突然変異率 0.4/L(Lは染色
体長)および移住率 0.1とし，移住間隔は 5世代とし
た．分散 GAにおけるサブ母集団数は 4および 16と
した．各サブ母集団内では Simple GAを行い，それぞ
れでエリート個体を保存することとした．51都市問題
(eil51)[25–27]に対する実験結果を Fig. 1に示す．

Fig. 1は巡回経路長の世代ごとの履歴を 30試行の平
均値で示したものである．図において DGA nはサブ
母集団数を nとした場合の分散GAの結果を示してい
る．一方，SPGAは単一母集団GAの結果である．
この結果より，分散GAでは探索の初期段階におけ
る解の改善が単一母集団GAと比較してきわめて早い
ことがわかる．また，サブ母集団数の増加とともにこ
の傾向は顕著となる．しかしながら，分散GAにおい
ても初期収束を起こしやすく，探索の後半では解の改
善がみられない．この原因は，移住によって各サブ母
集団のエリート解 (巡回路)がほぼ同じ解となり，母集
団全体としての多様性が失われていることによる．一
部の連続最適化問題においては，突然変異によって解
の改良ができるが，TSPのような離散的最適化問題に
おいては，多峰性の連続最適化問題と同じく，最適解
の染色体と探索中の最良解の染色体との間に大きな相
違があるため，突然変異を用いても効果的な改善を行

Fig. 2 Comparison between global optimum(left) and

convergence solution(right) on eil51

うことができないことが予備実験でわかっている．
この理由を Fig. 2を用いて示す．Fig. 2左は，距離

428.8の最適解であり，右は距離 429.8の解である．2
つの巡回路長の差はわずか 1.0であるにもかかわらず，
右図において太線で示しているように，9本もの異な
る枝が存在している．このように最適解とそれに巡回
路長が近い解の間に多くの枝の違いがあるため，突然
変異を用いても，解を容易に改善することができない．
なぜなら，突然変異がうまく機能して，一部の枝が最
適解と同じものになったとしても，他の枝を構成する
ことで巡回路長が長くなってしまうと，選択操作中で
淘汰されてしまうため，その個体は次世代に残らない
からである．このことから，解の探索には適切な交叉
を用いて，より良好な巡回路を生成する必要があると
考えられる [20]．しかし，先述のように探索後半にお
いては全サブ母集団で類似の解に収束しているため，
今回用いた交叉法によって最適解を得ることは困難で
あると言える．単一母集団GAにおいても，個体数を
増やさなければ，探索の後半に個体の多様性を維持で
きないため，Fig. 1のように探索後半で解の改善が少
なくなる．
以上のことから，TSPに対しては分散GAの性能は

単一母集団GAと比較して向上しないことが分かる．

3. 分散GAの性能を高めるメカニズム
3.1 分散GAにおける問題点とその対処法
分散GAは，連続最適化問題に対しては単一母集団

GAより性能が高い [11]．しかしながら，TSPのよう
な離散的最適化問題においては良好な結果を得ること
ができない．その原因は，サブ母集団間での移住によ
る交叉を用いても最適解を求めることが困難であると
いう点にあった．そこで，本論文で提案する新手法で
は，この問題点を解消する操作を取り入れる．
移住に基づく交叉を用いてもうまく最適解を探索で

きなかった原因は，探索後半に母集団全体の多様性が
失われていたことにあった．また，突然変異による解
探索では，選択によって淘汰されることが多いために，
多様性を高めることができなかった．このことから，
TSPでは良好な部分解を構成することは難しいが，そ
の構成要素である枝をうまく組み合わせることによっ
て，良質な解を生成することが可能であると考えられ
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Fig. 3 Superimposed tours of elite genes from all islands

る [19,20]．これは，ある程度成長した個体の巡回路を
重ね合わせることでわかる．具体例を Fig. 3に示す．

Fig. 3は，2節で用いた 51都市問題に対して移住を
行わない分散GAを行い，800世代目におけるサブ母
集団のエリート個体 8個の巡回路をすべて重ね合わせ
たものである．最適解と同じ枝は太線で示した．この
図から，8個のエリート個体を重ね合わせることで，最
適解を構成できることがわかる．すなわち，各サブ母
集団で成長したエリート個体を全て用いることによっ
て，最適解を構成する部分解は得られないが，最適解
を構成する最小要素が得られることがわかる．
このことから，最適解を得るには，ある程度成長し
た各サブ母集団のエリート個体を用い，その構成要素
である枝をうまく組み合わせればよい．
上記の方法を実現するには，ある程度まで成長した

個体，すなわち最適解に順回路長が近い解を得る必要
がある．ただし，ここで得る複数の解は，最適解の構
成要素を集めるために，それぞれができるだけ異なっ
ていることが望ましい．これは，GAにおいては，多
様性が維持された状態で解が求まっている状態のこと
をさす．この状態を作るためには，2つの手法が考え
られる．

1つめの手法は，TSPにおけるヒューリスティック
法である 2-opt法 [22]を用い，その結果生成された巡
回路を初期個体とする方法である．2-optは，2本の枝
の組み替えを行い，枝の長さが短くなれば解を更新す
るという操作の単純な繰り返しによる個体生成法であ
る. そのため，2-opt法を用いれば必ずそれ以上改良で
きない解を生成することができるが，生成される個体
の多様性については保証されないという問題がある．
もう 1つの手法は，分散GAにおいて移住操作を行

わない方法 (isolated DGA: iDGA)である．移住操作
を行わないことで，サブ母集団ごとの多様性は失われ
るものの，母集団全体としては多様性が維持されるこ
とが期待できる．ただし，どの程度の iDGAを行うこ
とで最適解に近い解にまで成長するかが明らかでない．
一般的に，2-opt法を用いると，ある程度性能の良

い解を生成できることがわかっている [28]．また予備
実験により，2-opt法の方が iDGAよりも多様性の高
い個体群を得られることがわかったため，TSPに対し
ては 2-opt法を用いて複数の解を得ることにする．

Generate Initial Populations

Apply Crossover Continuously

Return All Individuals

to DGA islands

Gather Individuals to

Crossover-Island

Execute

iDGA

Exucute DGA

CMX

End

Initialize (Heuristic Method)

Execute iDGA

Fig. 4 Flow of the proposed method

最適解に巡回路長が近い解を生成した後は，その個
体の持つ枝をうまく組み合わせることが必要になる．
具体的には TSPに対して性能の高い交叉法を用いて，
枝を組み合わせていくことになると考えられる．この
際に選択操作を行うと，個体の中で一部だけに含まれ
ている最適解を構成する枝が組み合わせの途中で淘汰
されてしまう可能性があるため，できるだけ選択操作
による淘汰は行わないことが望ましい．ただし，良好
な個体が淘汰されてしまうことを避ける必要があるた
め，最良個体を必ず残すような選択は必要となる．こ
のようにして，一定数の個体に対して交叉のみを複数
回連続して行うことで，最適解を構成する枝をうまく
組み合わせる操作を行う．

3.2 提案手法の操作
提案手法は，集中的に交叉のみ連続してを行う点に

特徴がある．提案手法を用いたGAの具体的な操作を
Fig. 4に示す．
まず，GAに用いる初期個体を 2-opt法によって生成

する．次に，交叉を連続して行うための個体群を集め
た新たな島 (交叉島)を用意する．なお，交叉島はGA
を行っている島とは別のものである．
交叉島に集める個体は，最適解の構成要素をできる

だけ多く含むと考えられる個体を選ぶ必要がある．一
方で，最適解を構成するためにも，集めた個体群の多
様性が高いことが望ましい．そのためには，分散GA
における各サブ母集団から個体を抽出すればよいと考
えられる．ここで，各サブ母集団からどの個体を抽出
すべきかが問題となる．本論文では，次の 3種類の抽
出法を考える．

(1) 各サブ母集団からエリートのみ
(2) 各サブ母集団からエリートと 2番目に良好な解
(3) 各サブ母集団のすべての個体

1および 2番目の場合には，抽出される個体数が元
の母集団サイズより小さいため，交叉島の個体数が母
集団サイズになるまで，親個体を残す交叉を用いて子

– 3 –



4 システム制御情報学会論文誌 　第 0 巻 　第 0 号 　(0000)

を生成する．すなわち，親個体から 2つの子個体を生
成し，親個体と子個体をすべて交叉島の個体とするこ
とで，交叉島の個体数が母集団サイズになるまで増や
す．なお，上記の 3つの手法のうち，どの手法が最善
であるかは，4.3節において議論する．
その後，交叉島において交叉のみを連続して行い，1
回の交叉ごとに親個体と子個体を完全に入れ替える操
作を行う．この生存選択において，EXXのように交叉
法の中に必ず良好な個体が残るような操作が含まれて
いる場合には，親個体と子個体を入れ替えることで良
好な解を生成することが可能となる．しかし，交叉に
よって解の性能が低下する可能性がある場合には，子
個体と親個体の比較を行い最良の個体については必ず
残すなど淘汰圧のできるだけ少ない手法で最良個体を
残すような処理を導入する必要がある．
その後，各サブ母集団から抽出された個体数と同数

の個体を交叉島からGAを行っているサブ母集団に移
す．ここまでの一連の操作を集中多段交叉 (Centralized
Multiple Crossover: CMX)と呼ぶ．

CMXを複数回適用する場合には，CMXを行った
後，移住を行わない分散 GA(iDGA)を行い，その後
一定世代が経過した時点で CMXを行う．ここで通常
の分散GAを行わずに iDGAを行っている理由は，次
のCMXに適用する個体の多様性を上げるためである．
最後の CMXを適用した後に，移住を行う通常の分散
GAを行い探索を終了する．
本手法において，新たに設定しなければならないパ

ラメータは次の 4つである．
(1) 最初のCMXを行うまでの世代数
(2) CMXの適用回数
(3) CMXの適用世代間隔
(4) 1回のCMXにおける多段交叉回数
最初の CMXを行うまでの世代数については，以下

の実験では 0世代目とし，初期個体をそのまま CMX
に適用している．項目 (2)～(4)のパラメータについて
は，対象問題ごとに定めているが，多段交叉回数につ
いては 4.1節で検討し，CMX適用回数については 4.2
節で検討する．

4. パラメータの検討

提案手法にはいくつかのパラメータの設定が必要
である．これらの影響を調査するために，通常の分散
GAおよび提案手法を用いた分散GAに関する実験を
行った．本節におけるすべての実験において，交叉率
は 0.8，突然変異率は 1.0/Lとした．また，交叉法およ
び突然変異は 2.節と同じものを用いた．CMXに適用
する個体はそれぞれのサブ母集団のエリートのみとし
た．実験結果は 40試行の平均値を示したものである．

Table 1 Performance of CMX for every multiple

crossover times

N=16 N=80
Method Error(%) Rel.∗ Error(%) Rel.

DGA 1.25 0/40 2.89 0/40
M=5 1.00 3/40 2.54 0/40
M=10 0.89 2/40 2.33 0/40
M=20 0.86 1/40 2.24 0/40
M=50 0.54 6/40 2.13 0/40
M=100 0.62 5/40 1.64 0/40

* Reliability

4.1 CMXにおける多段交叉回数の影響
CMX中の多段交叉回数が解探索性能に与える影響

を調べるため，多段交叉回数を 5, 10, 20, 50および
100として実験を行った．個体数は 400，サブ母集団数
は 16および 80とした．実験は評価計算回数が 8万回
となった時点で打ち切った．対象問題を 150都市問題
(ch150)[25]とした結果をTable 1に示す．
この表に示した値は最適解との誤差 (Error Rate)お
よび最適解を得た回数 (Reliability: Rel.)である．表
中のDGAは通常の分散GAの結果であり，Mは多段
交叉回数，Nはサブ母集団数を示す．
まず通常の分散GAと CMXを用いたGAの性能を
比較すると，CMXを適用した場合の方が解の性能が
高くなっていることがわかる．次に CMX中の多段交
叉回数に注目すると，回数を多くした方が性能が高く
なることがわかる．しかしながら，サブ母集団数を 16
とした場合，多段交叉回数を 50とした場合の方が 100
とした場合よりも性能が高くなっている．このことは
交叉回数を大きく増やしたとしても，大きな性能の向
上は期待できないことを示している．
一方で，サブ母集団数が 80の場合には，交叉回数を

100とすることで性能が向上している．これは，サブ
母集団数が多くなると CMXの適用に多くの個体が集
まるため，多段交叉による枝の組み合わせが機能しに
くくなることが原因であると考えられる．そのため，
多段交叉回数を増やすと性能が向上しているが，この
向上には上限があると考えられる．
実験より，多段交叉回数は多い方がよいと言える．

しかしながら，多段交叉回数を大きく増やすと，CMX
の適用回数を増やした場合に計算時間が大幅に増えて
しまう．今後は，多段交叉回数を 10として実験を行う．

4.2 CMXを複数回行った場合
次に，CMXを複数回適用した場合の性能を検討す

る．前節で定めたように，多段交叉回数は 10とした．
また，実験は評価計算回数が 8万回となった時点で打
ち切った．他のパラメータについては，4.1節と同様の
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ものを用いている．対象問題を 150都市問題 (ch150)
として実験を行った結果をTable 2に示す．

Table 2は，通常の分散GAとCMXを 1, 2, 3, 5およ
び 10回適用した場合の Error Rateを示している．な
お，CMXの適用は 10世代ごととした．表中のCMXn

は CMXを n回適用した結果を示す．
実験結果より，CMXの適用回数を多くするほど解

の性能が良くなる傾向にあることがわかる．一般に，
CMXの適用回数は多い方が解探索性能が高くなると
言える．
次に CMX適用の効果について検証する．Fig. 5は，

経路長の評価計算回数ごとの履歴を示したものである．
CMX10回適用時のものはサブ母集団数16および 80と
した場合について，分散GAと CMXが 1回のものに
ついてはサブ母集団数が 80の場合のみを示している．

Fig. 5より，CMXを 10回適用しサブ母集団数が 16
の場合には，20世代目 (2万評価計算)以降，すなわち
3回目の CMXが適用された後に解の改善が行われて
いないことがわかる．一方，サブ母集団数が 80の場合
には 20世代目以降も解の改善が続いている．
以上のことから，CMXの適用回数は多い方が性能

が向上するが，最適な適用回数はサブ母集団数に依存
していることがわかる．これについては 4.4節で考察
する．

4.3 CMXへの適用個体
3.2節で示した，CMXへの適用個体について検討す

る．パラメータは 4.1節のものを用いた．また，CMX適

Table 2 Performance of CMX for every execution times

N=16 N=80
Method Error(%) Rel. Error(%) Rel.

DGA 1.25 0/40 2.89 0/40
CMX1 0.89 2/40 2.33 0/40
CMX2 0.67 5/40 1.79 0/40
CMX3 0.83 2/40 1.25 0/40
CMX5 0.85 1/40 0.47 4/40
CMX10 0.67 5/40 0.38 8/40
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uals

用世代間隔は 10世代，多段交叉回数は 10とし，CMX
の適用回数は 5回とした．実験は評価計算回数が 4万
回となった時点で打ち切った．対象問題を 51都市問題
(eil51)とした実験結果を Fig. 6に示す．
この図において ‘elite’は CMXに対してエリート個
体のみを適用した場合，‘elite+2nd’はエリートと 2番
目に良好な個体を適用した場合，‘all’は全個体を適用
した場合の結果を示している．

CMXを適用すると，どの方法であっても通常の分散
GAの結果より高い性能を示している．また，エリー
トのみを CMXに適用した場合よりも，エリートと 2
番目に良好な解を適用した場合の方が性能が高い．

CMXによる解の改善の効果は，良い方から順に，
elite+2nd, elite, allとなっている．しかし，性能の差
は CMX適用を繰り返すごとに減少している．eliteお
よび elite+2ndの場合には，2回目まではCMXが効果
的に機能しているが，それ以降の CMXでは大きな解
の改善は見られない．一方，すべての個体を適用した
場合には，5回目の CMX(40世代目)でも解の改善が
続いている．これは，CMX適用の際に，個体の多様
性を失うことがないため，遅い世代まで解の改善が続
いているためであると考えられる．しかしながら，す
べての個体を用いると，多段交叉による解の改善効果
が小さくなるため，100世代目においても，3つの手
法中もっとも結果が悪くなっている．このことから，
CMXに適用する個体としては，エリート個体と 2番
目に良好な個体を選択するのがもっとも性能が良くな
るといえる．

4.4 サブ母集団数の影響
サブ母集団モデルの場合，サブ母集団数は解探索

に大きな影響を与える．そこで本節では，サブ母集団
数が CMXの適用に与える影響について検討する．対
象問題は，150都市問題 (ch150)および 532都市問題
(att532)とした．150都市問題においては，全母集団
サイズ 400に対して，サブ母集団数を 2から 200まで
変化させた．また 532都市問題においては，全母集団
サイズ 800に対して，サブ母集団数を 2から 400まで
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変化させた．CMXの適用回数は 10回，適用間隔は 10
世代とし，100世代まで探索を行った．その他のパラ
メータについては前節と同様の値を用いている．対象
問題を 150都市問題とした結果を Fig. 7に，532都市
問題とした結果を Fig. 8に示す．結果は 40試行の平均
値である．

2つの図から，CMXの性能はサブ母集団数によらず
分散GAよりも高いことがわかる．また，CMXを適
用した場合，解の性能はサブ母集団数が増えるに従っ
て向上している．ただし，532都市の場合にはサブ母
集団数を 100より増やした場合に性能が悪化している．
この原因は，次のように考えることができる．すな

わち，ある程度までサブ母集団数を増やし，かつ iDGA
を適用して移住を行わないことにより，個体情報の交
換が行われず，各サブ母集団が独自に成長し母集団全
体の多様性が高まる．このことによって，CMXの適
用後も探索の後半まで解の改善が続き，良好な結果に
つながったといえる．しかし，サブ母集団数をさらに
増やした場合には，各サブ母集団における個体数が少
なすぎるため，iDGAのステップにおける解の改善の
効果が小さくなり，解の性能が悪化すると考えられる．
今回の実験より，CMXを適用する場合には，各サブ
母集団における個体数を 10程度とした場合にもっと
も性能が高くなることがわかった．
これらのことから，サブ母集団数は一般に多い方が

CMXの性能が向上するが，これには上限値が存在し

ていると考えられる．

5. CMXの探索能力の検討
5.1 分散GAとの比較
提案した CMXの解探索能力を検証するため，いく

つかの問題に対しても分散GAとの比較を行った．実
験結果をTable 3に示す．

Table 3 Performance of CMX and DGA

Error(%)
Instance DGA N=16 N=80

att48 0.16 0.06 0.00
ber52 0.04 0.00 0.00
eil76 1.63 0.31 0.03

ch130 1.96 0.92 0.61
kroA200 2.88 0.92 0.69

pr226 0.46 0.03 0.00
gil262 3.64 1.78 1.70
lin318 2.92 1.81 1.67
pr439 3.06 1.55 1.38
att532 2.91 1.30 0.92

通常の分散GAの結果はサブ母集団数を 16とした場
合のものであり，CMXを適用した実験はサブ母集団
数を 16および 80とした結果である．結果はすべて 40
試行の平均値を示している．全母集団サイズは，226
都市問題までは 400としているが，それ以降の問題に
ついては，262都市問題では 500個体，318都市問題で
は 600個体，439および 532都市問題では 800個体と
した．この変更に伴い，262都市問題ではサブ母集団
数を 20に，318都市問題では 75とした．
実験結果は最適解からの誤差を示している．すべて

の問題において，CMXを適用した場合の性能が分散
GAの性能よりも高いことがわかる．このことから，
CMXは問題によることなく有効であると考えられる．

5.2 他の交叉法の適用
前節までの実験は，交叉法として枝交換交叉 (EXX)

を用いていた．ここでは，異なる交叉法に対するCMX
の性能について考える．そこで，EXXよりも性能が高
いと報告されている枝組み立て交叉 (EAX)[20]を用い
て CMXの性能を評価する．

EAXは EXXと比較して，大域的な探索を行うこと
が可能であるため，EXXでは最適解の探索が難しかっ
た問題に対しても，最適解にたどり着くことが可能と
なる [20]．

EAX の原著論文 EAX[20]では世代交代モデルに
ER(Elitist Recombination)[29]を用いている．ここで
はCMXにおける iDGAの世代交代モデルにERを用い
たモデルとERとを比較する．以降，前者をCMX(ER，
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EAX)，後者を ER(EAX)と記述する．なお，前節ま
での実験および EAXの論文では 2-opt法を用いてい
るが，本節では，CMXのメカニズムに EAXの性能
を引き出す効果があるかの検証を行うため 2-opt法は
用いない．したがって，CMX(ER，EAX)では，まず，
ある程度 iDGAで探索した上で CMXを適用する．対
象問題は 150都市問題 (ch150)，226都市問題 (pr226)，
262都市問題 (gil262)，439都市問題 (pr439)，575都市
問題 (rat575)および 783問題 (rat783)の 6問題とした．

Table 4に CMX(ER, EAX)および ER(EAX)にお
いて 30試行の平均および最適回を得た回数を示す．こ
れらは全母集団サイズを 300に固定し，評価計算回数
は 262問題までは 6.0× 105回，439問題および 575問
題については 7.2× 105回，783問題については 1.08
× 106回とした結果である．なお，CMXを適用した
実験はサブ母集団数を 30としている．ERの交叉にお
いては各両親に対し 10回交叉を適用し子個体群を生
成している．

Table 4 Comparison between CMX(ER, EAX) and

ER(EAX)

CMX(ER, EAX) ER(EAX)
Instance Average Rel. Average Rel.

ch150 6529.333 27/30 6536.267 16/30
kroA200 29368 30/30 29377.27 10/30
pr226 80372.27 27/30 80614.97 1/30
gil262 2378.233 27/30 2379.167 17/30
pr439 107224.7 25/30 109014.1 0/30
rat575 6775.9 0/30 6836.4 0/30
rat783 8813.667 5/30 9019.5 0/30

結果より，いずれの問題においてもCMX(ER, EAX)
は ER(EAX)と比較して良好な結果が得られているこ
とがわかる．これよりCMXのメカニズムを組み込む
ことにより，EAXの性能を高めることができると考え
られる．

5.3 世代交代モデルの比較
前節では，世代交代モデルERにCMXを適用した結

果，性能が向上することがわかった．本節では，他の世
代交代モデルとして CCM(Characteristics Collection
Model)[30]との比較を行う．CCMは各親個体の形質
をできるだけ次世代に引き継ぐように設計されたモデ
ルであり，形質遺伝性にすぐれた交叉と親和性が高い
とされているモデルである [30]．従って，EAXの性能
を引き出すモデルと考えられる．そこで，交叉にEAX
を用い，CMXにおける iDGAに世代交代モデルCCM
を適用したモデルと CCMを比較する．以降，前者を
CMX(CCM，EAX)，後者をCCM(EAX)と記述する．
なお，前節と同様 2-opt法は用いない．対象問題は 150

都市問題 (ch150)，226都市問題 (pr226)，262都市問題
(gil262)，439都市問題 (pr439)，575都市問題 (rat575)
および 783問題 (rat783)の 6問題とした．

Table 5に CMX(CCM, EAX)および CCM(EAX)
において 30試行の平均および最適回を得た回数を示
す．全母集団サイズ，評価計算回数等のパラメータは
前節の実験で用いたものと同様である．

Table 5 Comparison between CMX(CCM, EAX) and

CCM(EAX)

CMX(CCM, EAX) CCM(EAX)
Instance Average Rel. Average Rel.

ch150 6528 30/30 6528 30/30
kroA200 29368 30/30 29368 30/30
pr226 80369 30/30 80369 30/30
gil262 2378 30/30 2378 30/30
pr439 107217 30/30 107217 30/30
rat575 6773.767 13/30 6773.53 14/30
rat783 8806.167 28/30 8806 30/30

Table 4のER(EAX)の結果とTable 5のCCM(EAX)
の結果を比べると，CCMは EAXの性能を大きく高め
る作用があることが分かった．一方，Table 5の結果
から CCMを使った場合には CMXの効果は見られな
かった．このことから，CMXとCCMはまったく異な
るメカニズムであるにもかかわらず，同じ効果をもた
らすことが分かった．

5.4 CMXの性能に関する考察
前節までの実験において，CMXを適用した場合の

性能が通常の分散GAよりも高いことを示した．本節
では，CMXの性能がなぜ高くなっているのかを，各
個体が構成する枝に注目して考察する．なお，本節の
実験では交叉法として EAXを用いている．

Fig. 9 は，サブ母集団数を 16 および 80 とした
CMX(適用回数 10回)と分散 GAの最適枝数の推移
を示したものである．対象問題は 150都市問題 (ch150)
である．なお，横軸には世代数ではなく，1個体あた
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りに適用された交叉の回数を示している．すなわち，1
世代に 1回交叉が行われるため，通常の分散GAにお
いては世代数と同じであるが，CMXを適用した場合
には，1度のCMXによって 10回の交叉が行われるた
め，交叉 10回となる．図中でグレイの部分が CMX適
用時にあたる．パラメータは前節と同様のものを用い
ている．縦軸は，母集団全体の個体の中で最適解の巡
回路を構成する枝 (以下，最適枝)をもっとも多く持っ
ている個体の最適枝数を示している．よって，最良個
体が最適解までたどり着いた場合には 150となる．
サブ母集団数を 80とした場合については，初めの

10回の交叉が 1回目のCMXを適用したものにあたる．
この交叉の段階で，通常の分散GAと比較して最適枝
数が大きく増加している．次の 10回の交叉は，iDGA
を行っている段階に当たり，分散GAの結果と比較し
て大きな違いはない．しかし次の CMX適用により，
再び最適枝数が大きく増加している．さらに，3回目，
4回目の CMXによって最適枝数が増加し，最適解で
ある最適枝数 150に達している．
一方，サブ母集団数が 16の場合には，1回目および

2回目のCMXでは，サブ母集団数を 80とした場合と
同じく最適枝数が通常の分散GAよりも大きく増加し
ている．しかし，それ以降の iDGAおよび CMXにお
いては，最適枝数の増加が見られなくなっている．交
叉回数 100回まで達しても，50回の値とほとんど同じ
となっている．
これらのことから，交叉島に適切な個体が集められ
ると，CMX中に交叉を繰り返すことで良好な個体を
生成できているが，集められた個体によっては CMX
を行っても性能を上げられないことがあるといえる．

6. おわりに

本論文では，分散GAを離散的最適化問題に適用す
るための新しい手法として集中多段交叉法 (CMX)を
提案した．TSPを用いて実験を行い，基本的な探索能
力の検討，いくつかのパラメータ，交叉法および世代
交代モデルなどの検討も実験を通じて検討した．その
結果，提案手法は，TSPにおいて分散GAの性能を大
きく向上させるメカニズムであることが分かった．
今後は，Jop Shop Scheduling問題など他の離散的

最適化問題に適用し検討を行うこと，並列処理を行っ
た場合の効率の検討などが課題である．
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